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1. KONUNUN ÖNEMİ VE ÖZGÜN DEĞERİ

Müzik endüstrisinde ses ayrıştırma (source separation) teknolojileri, hem sanatçılar hem de yapımcılar için büyük bir öneme sahiptir. Özellikle ses mühendisliği, remiksleme, karaoke oluşturma, film ve oyun endüstrisi gibi alanlarda enstrümanların ayrı ayrı elde edilebilmesi, yeni üretim süreçlerini mümkün kılmaktadır.
Geleneksel yöntemlerle ses ayrıştırma işlemi, frekans analizleri ve filtreleme teknikleri kullanılarak yapılmakta olup, bu süreç hem zaman alıcı hem de hata payı yüksek bir yöntemdir. Son yıllarda derin öğrenme modellerinin gelişimi, ses sinyallerinin
ayrıştırılmasında daha verimli ve yüksek doğrulukta sonuçlar elde edilmesini sağlamıştır. Özellikle Open-Unmix (UMX), Spleeter ve Demucs gibi yapay zeka tabanlı açık kaynak modeller, müzik ses ayrıştırma alanında önemli ilerlemeler kaydetmiştir (Stöter ve ark., 2019).
Ancak mevcut sistemlerin bazı sınırlamaları bulunmaktadır. Örneğin, birçok model belirli enstrüman gruplarına odaklanmakta ve geniş kapsamlı çoklu enstrüman ayrıştırmada yetersiz kalmaktadır. Ayrıca, bazı yapay zeka modelleri düşük çözünürlüklü seslerde veya yüksek harmonik içeriğe sahip enstrümanlarda başarım kaybı yaşamaktadır.
Bu çalışmada, mevcut literatürdeki eksiklikler göz önünde bulundurularak, daha yüksek doğruluk oranına sahip, farklı türlerdeki müzik eserlerini daha etkili şekilde ayrıştırabilen bir yapay zeka modeli geliştirilmesi hedeflenmektedir. Yapay zekanın eğitilmesi sürecinde kullanılan veri setlerinin çeşitliliği artırılarak, farklı müzik türlerinde daha başarılı sonuçlar elde edilmesi amaçlanmaktadır. Böylece, bu çalışma literatüre yeni bir katkı sunarak hem akademik alanda hem de endüstriyel uygulamalarda önemli bir referans noktası oluşturacaktır.


2. ARAŞTIRMA SORULARI İLE AMAÇ VE HEDEFLER
Araştırma Soruları
Bu çalışma, aşağıdaki temel araştırma sorularına yanıt aramaktadır:
1. Yapay zeka kullanılarak bir müzik parçasındaki farklı enstrümanlar ne derece başarılı bir şekilde ayrıştırılabilir?
2. Derin öğrenme tabanlı ses ayrıştırma yöntemleri, geleneksel ses işleme tekniklerine kıyasla ne gibi avantajlar ve dezavantajlar sunmaktadır?
3. Farklı müzik türleri ve enstrümanlar için ayrıştırma işleminin doğruluk oranı nasıl değişmektedir?
4. Mevcut açık kaynak yapay zeka modelleri (Spleeter, Demucs, Open-Unmix vb.) nasıl geliştirilebilir ve hangi parametreler doğruluk oranını artırmaktadır?
5. Modelin eğitimi için kullanılacak veri setleri, ayrıştırma performansını nasıl etkiler? Amaç
Bu çalışmanın temel amacı, bir yapay zeka modeli eğiterek müzik dosyalarındaki
enstrümanları başarılı bir şekilde ayrıştırabilen bir sistem geliştirmektir. Geliştirilecek modelin, farklı müzik türleri ve enstrümanları yüksek doğrulukla ayrıştırabilmesi hedeflenmektedir.
Hedefler
Bu amaç doğrultusunda belirlenen somut hedefler şunlardır:
1. Literatür taraması yapmak: Mevcut ses ayrıştırma yöntemleri ve yapay zeka tabanlı yaklaşımları incelemek.
2. Uygun bir yapay zeka modeli seçmek veya geliştirmek: Açık kaynak modelleri inceleyerek en uygun algoritmayı belirlemek veya yeni bir model tasarlamak.
3. Veri seti oluşturmak: Modelin eğitimi için çeşitli müzik türlerinden oluşan geniş kapsamlı bir veri seti hazırlamak.
4. Modeli eğitmek: Yapay zeka modelini belirlenen veri seti ile eğiterek farklı enstrümanları ayırma yeteneğini geliştirmek.
5. Performans analizleri yapmak: Modelin doğruluk oranını ölçmek ve farklı müzik türlerinde nasıl performans gösterdiğini analiz etmek.
6. Mevcut modellerle karşılaştırma yapmak: Geliştirilen modelin, var olan açık kaynak yapay zeka modelleri ile kıyaslanarak güçlü ve zayıf yönlerini belirlemek.
7. Sonuçları raporlamak: Çalışmanın sonuçlarını analiz edip, ses ayrıştırma alanına katkı sağlayacak öneriler sunmak.
Bu hedefler, ölçülebilir, gerçekçi ve proje süresince ulaşılabilir nitelikte olup, çalışma boyunca adım adım gerçekleştirilecektir. Geliştirilecek model, hem akademik hem de endüstriyel alanlarda ses ayrıştırma konusunda yeni bir katkı sunmayı amaçlamaktadır.


3. YÖNTEM
Bu projede, yapay zeka kullanarak MP3 formatındaki müzik dosyalarındaki enstrümanları ayrıştırmak için derin öğrenme tabanlı ses işleme teknikleri uygulanacaktır. Bu amaç doğrultusunda, literatürde yaygın olarak kullanılan açık kaynaklı ses ayrıştırma modelleri incelenecek ve uygun bir model seçilerek geliştirilecektir.
Kullanılacak Yöntemler ve Teknikler
1. Veri Seti Seçimi ve Ön İşleme
Ses ayrıştırma işlemlerinde modelin başarımı büyük ölçüde kullanılan veri setine bağlıdır. Bu nedenle, eğitim için uygun bir veri seti seçilecektir. Literatürde en yaygın kullanılan müzik veri setleri şunlardır:
· MUSDB18: 150 şarkıdan oluşan, vokal, davul, bas ve diğer enstrümanları ayrı kanallarda içeren bir veri setidir (Rafii et al., 2017).
· Slakh2100: MIDI ve gerçek ses verilerini içeren geniş kapsamlı bir veri setidir (Manilow et al., 2019).
· MedleyDB: Çeşitli müzik türlerinden enstrümanların izole kanallarını içeren bir veri kümesidir (Bittner et al., 2014).
Seçilen veri seti ön işleme aşamasına tabi tutulacaktır:
· Ses formatı dönüştürme: MP3 dosyaları WAV formatına çevrilecek ve standart bir örnekleme hızı (genellikle 44.1 kHz) kullanılacaktır.
· Zaman ve frekans analizi: Ses sinyalleri Fourier Dönüşümü (STFT) kullanılarak zaman-frekans uzayına aktarılacaktır.
· Normalizasyon:	Farklı	ses	seviyelerini	dengelemek	için	normalizasyon	teknikleri uygulanacaktır.
2. Model Seçimi ve Geliştirme
Literatürde yaygın olarak kullanılan derin öğrenme tabanlı ses ayrıştırma modelleri incelerek bir model seçilecek veya mevcut bir model iyileştirilecektir. Kullanılabilecek modeller:
· Spleeter (Defferrard et al., 2019): Google tarafından geliştirilmiş, hızlı çalışan ve 2, 4 veya 5 farklı ses kanalına ayırabilen bir modeldir.
· Open-Unmix (Stöter et al., 2019): Konvolüsyonel sinir ağları (CNN) ve uzun-kısa dönemli bellek ağları (LSTM) kullanarak müzik bileşenlerini ayrıştıran bir modeldir.
· Demucs (Défossez et al., 2021): Dalga formu üzerinde işlem yapan, modern bir sinir ağı yaklaşımına sahip modeldir.
Bu modellerden biri seçilerek doğrudan kullanılabilir veya transfer öğrenme ve ince ayar (fine- tuning) yöntemleriyle geliştirilebilir. Eğer yeni bir model oluşturulacaksa, konvolüsyonel sinir ağları (CNN) ve tekrarlayan sinir ağları (RNN) içeren bir derin öğrenme modeli tasarlanacaktır.
3. Model Eğitimi


Modelin eğitimi için aşağıdaki teknikler uygulanacaktır:
· Denetimli Öğrenme (Supervised Learning): Model, giriş olarak verilen karışık müzik sinyali ile hedeflenen ayrı enstrüman sinyali arasındaki farkı öğrenmek için eğitilecektir.
· Kayıp Fonksiyonu: Genellikle Mean Squared Error (MSE) veya Signal-to-Distortion Ratio (SDR) kaybı kullanılacaktır.
· Optimizasyon Algoritması: Adam veya SGD optimizasyon algoritmaları ile modelin ağırlıkları güncellenecektir.
· Eğitim Süreci: Model, eğitim veri setiyle birçok iterasyon boyunca eğitilecek ve doğrulama veri seti ile performansı test edilecektir.
4. Modelin Değerlendirilmesi ve Karşılaştırma
Modelin performansını değerlendirmek için standart metrikler kullanılacaktır:
· SDR (Signal-to-Distortion Ratio): Modelin ayrıştırdığı enstrümanların doğruluğunu ölçmek için kullanılır.
· SIR (Signal-to-Interference Ratio): Ayrıştırılan enstrümanların diğer seslerle ne kadar karıştığını ölçer.
· PESQ (Perceptual Evaluation of Speech Quality): Ses kalitesini insan algısına dayalı olarak değerlendirir.
Ayrıca, geliştirilen model mevcut açık kaynaklı modellerle karşılaştırılarak avantajları ve dezavantajları analiz edilecektir.
5. Sonuçların Raporlanması ve Uygulama Alanları
Modelin elde ettiği sonuçlar, farklı müzik türleri için analiz edilecek ve hangi türlerde daha başarılı olduğu raporlanacaktır. Geliştirilen sistemin müzik prodüksiyonu, film ve oyun ses tasarımı gibi alanlarda nasıl kullanılabileceği tartışılacaktır.
Bu yöntemler, projenin amaçlarına ulaşmasını sağlayacak şekilde seçilmiş olup, müzik enstrüman ayrıştırma alanında yenilikçi ve geliştirilebilir bir yapay zeka modeli ortaya çıkarmayı hedeflemektedir.




4. PROJE YÖNETİMİ
4.1 İş Paketleri (İP), Görev Dağılımı ve Süreleri

Projede yer alan iş paketleri ve hedefleri ile birlikte, her bir iş paketinin projeye ne oranda katkı sağlayacağı, iş paketinin başarı ölçütü ve proje başarısına katkısı “İş-Zaman Çizelgesi” doldurularak verilmelidir. Başarı ölçütü olarak hangi kriterler sağlandığında ilgili iş paketinin başarılı sayılacağı açıklanmalıdır. Başarı ölçütü, nicel veya nitel ölçütlerle anlaşılır ve açıklayıcısı olmalıdır.



İŞ-ZAMAN ÇİZELGESİ

	
İP
No
	
İş Paketlerinin Ad ve Hedefleri
	Zaman Aralığı (… -
… Ay)
	Başarı Ölçütü ve Projenin
Başarısına Katkısı

	





1
	Literatür Taraması ve Ön Araştırma
· Yapay zeka ile müzik enstrümanlarının ayrıştırılmasıyla ilgili mevcut yöntemleri araştır.
· Kullanılacak veri setlerini, algoritmaları ve araçları belirle.
· Benzer akademik çalışmalar ve açık kaynak projeleri incele.
	





2-3 Hafta
	





%5

	






2
	


Veri Toplama ve Ön İşleme Eğitim için uygun MP3/WAV veri setlerini belirle.
· Ses dosyalarındaki enstrümanları etiketleme ve veri temizleme işlemlerini yap.
· Mel spectrogram, STFT, MFCC gibi ses analiz yöntemlerini değerlendir.
	






2-3 Hafta
	






%5





	




3
	Model Seçimi ve Geliştirme (Ses ayrıştırma için makine öğrenimi ve derin öğrenme modelleri (UNet, Demucs, Spleeter vb.) üzerinde çalış.
· Modelleri	Python	(TensorFlow,	PyTorch, Librosa, Scikit-learn) ile eğit ve test et.
· Modelin	doğruluk	ve	hata	oranlarını değerlendir, en iyi sonucu veren modeli seç.
	




7-8 Hafta
	




%25

	














4
	Modelin Eğitilmesi ve Test Edilmesi
· Modeli GPU destekli bir ortamda eğit (Google Colab, lokal bilgisayar veya sunucu).
· Farklı türde müzik parçaları ile testler yap ve modelin başarı oranlarını değerlendir.
· Overfitting (aşırı öğrenme) veya underfitting (eksik öğrenme) sorunlarını gidermek için model parametrelerini optimize et.
	

7-8 Hafta
	

%25





	





5
	Modelin Entegrasyonu ve Uygulama Geliştirme Flask ile bir web API veya masaüstü uygulaması oluştur.
· Kullanıcıdan MP3 yükleyip ayrıştırma yapmasını sağlayan bir arayüz geliştir.
· Çıktıları görselleştirme (örneğin, ayrıştırılan enstrümanları ayrı dalga formları olarak gösterme)
	





5-6 Hafta
	





%20

	














6
	


Performans Analizi ve İyileştirme (2-3 Hafta)
· Modelin çalışma süresini, doğruluğunu ve CPU/GPU kullanımını optimize et.
· Daha düşük gecikme süresiyle çalışan veya daha az işlem gücü gerektiren versiyonlar üzerinde çalış.
	



2-3Hafta
	



%10





	





7
	Rapor Yazımı ve Sonuçların Değerlendirilmesi
· Çalışma sürecini, kullanılan yöntemleri, başarı oranlarını ve karşılaşılan zorlukları detaylı bir şekilde yazıya dök.
· Çalışmanın bilimsel ve ticari faydalarını değerlendir.
· Tezi teslim etmeden önce danışmanın geri bildirimlerini al ve düzenlemeler yap.
	





1-2 Hafta
	





%10






4.2 Risk Yönetimi

RİSK YÖNETİMİ TABLOSU

	İP No
	Riskler
	Risk Yönetimi (B Planı)

	1
	Veri Seti Seçimi ve Ön İşleme (Yeterli veri setinin bulunamaması veya veri setinin hatalı/eksik olması)
	· Alternatif	veri	setleri	(MUSDB18, Slakh2100, MedleyDB vb.) araştırılacak.
· Veri	artırma	(data	augmentation) teknikleri uygulanacak.

	2
	Model Seçimi ve Eğitimi (Seçilen modelin beklenen doğruluk oranına ulaşamaması)
	· Farklı modeller (Spleeter, Open-Unmix, Demucs vb.) test edilerek en uygun olanı belirlenecek.
· Modelin hiperparametreleri (öğrenme
oranı, katman sayısı vb.) optimize edilecek.

	3
	Eğitim Süreci ve Hesaplama Gücü (Model eğitimi için yüksek işlem gücü gereksinimi ve donanım kısıtlamaları)
	· Google Colab, Kaggle veya üniversitenin sunucuları gibi alternatif işlem kaynakları kullanılacak.
· Modelin daha hafif versiyonları denenerek işlem yükü azaltılacak.

	4
	Modelin Performans Değerlendirilmesi (Modelin bazı müzik türlerinde veya enstrümanlarda başarısız olması)
	· Modelin farklı müzik türlerinde başarısını ölçmek için geniş veri setleri test edilecek.
· Transfer öğrenme ve ince ayar (fine- tuning) uygulanacak.

	5
	Sonuçların Analizi ve Raporlama (Elde edilen sonuçların	akademik	yeterliliği
karşılamaması)
	- Sonuçlar literatürdeki benzer çalışmalarla kıyaslanacak ve eksiklikler tespit edilerek
iyileştirmeler	yapılacak.





	
	
	- Farklı metriklerle ek değerlendirmeler yapılacak.

	6
	Gerçek Zamanlı Uygulama ve Kullanıcı Testleri (Modelin gerçek zamanlı performansının düşük olması)
	· Modelin optimizasyonu yapılacak ve düşük	gecikme	süresi	sağlanacak.
· Gerçek zamanlı kullanım için farklı platformlarda test edilecek.

	7
	Kod ve Proje Yönetimi (Geliştirme sürecinde karşılaşılan hataların ve teknik sorunların ilerlemeyi engellemesi)
	· Versiyon kontrolü için GitHub/GitLab
kullanılacak.
· Düzenli yedekleme ve dökümantasyon ile proje yönetimi sağlanacak.







4.3 Bitirme Projesinin Kapsamında Bulunan Farklı Disiplinler
Yapılacak olan proje çalışmasında farklı alanlarda disiplinler bulunuyorsa aşağıdaki tabloya planlama ve gerekli açıklamalar yazılmalıdır.

	Farklı
Disiplinlerarası Alanın Adı
	Açıklama
	Disiplinlerarası Takım Çalışmasını Gerçekleştiren Kişi Bilgisi
	Çalışma Takvimi

	Bilgisayar Mühendisliği
	Veri bilimi
Yapay zekâ uygulamaları
	ÖRNEK İSİM 1129155028
	01 MART 2025-
30 HAZİRAN
2025




5. YAYGIN ETKİ

Proje başarıya ulaştığı taktirde projeden elde edilmesi öngörülen çıktılar ve etkiler ilgili bölümde açık ve anlaşılır biçimde belirtilmelidir.

	Yaygın Etki Türü
	Yaygın Etki Çıktısı
	Öngörülen Zaman Aralığı

	Bilimsel/Akademik	Çıktılar
(Bildiri, Makale, Tez vb.)
	Çalışma, tez bildirisi olarak yayımlanarak bilimsel
toplulukla paylaşılacaktır.
	4-5 Ay

	
Ekonomik/Ticari/Sosyal Çıktılar (Ürün, Prototip, Patent, Faydalı Model, Şirket vb.)
	· Müzik endüstrisinde verimlilik artışı sağlanarak, prodüksiyon süreçleri daha hızlı ve		düşük	maliyetle gerçekleştirilebilir.
· Müzik prodüksiyon yazılımları ve karaoke uygulamaları için ses ayrıştırma teknolojisi ticari olarak sunulabilir.
· Müzik eğitimi ve öğrenimi süreçlerini kolaylaştırarak, öğrencilerin ve müzikle ilgilenenlerin daha etkili bir şekilde enstrümanları analiz etmesine yardımcı olabilir.
	







5-6 Ay

	


Ulusal Kazanımlar (Çevresel Etki, Teknolojik Gelişime Katkısı, Ar- Ge Proje Potansiyeli, Sektörel Katkı, İstihdam Etkisi, Siber Güvenlik vb.)
	· Türkiye'deki müzik prodüksiyon şirketleri ve dijital medya platformları, yerli yazılımlar ile daha verimli ve maliyet etkin bir şekilde hizmet verebilecektir.
· Türkiye'deki müzik eğitimi süreçlerine katkıda bulunarak, öğrencilere ve profesyonellere daha etkili araçlar sunulabilir.
· Türk mühendislik ve yazılım sektörünün yapay zeka tabanlı müzik teknolojileri konusunda tanınan bir oyuncu olmasına
katkı sağlanabilir.
	









5-6 Ay












5.  KAYNAKLAR

Proje araştırmasında kullanılan kaynakça Bitirme Tezi Formunda belirtilen esaslara uygun formatta olmalıdır.
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